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기계학습을 이용한 
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<요  약>

본 연구는 머신러닝 알고리즘을 이용하여 회사채 발행 리 측의 유용성에 해 고찰하 다. 

구체 으로 회사채 특성과 함께 거시경제  요인, 채권  주식시장 반에 한 정보와 함께 회사채 

발행기업의 재무  특성 등을 종합 으로 고려하여 회사채 스 드에 향을 미치는 요인을 규명한 

후 발행 리 측 모형을 설계하 다.

본 연구의 주요 분석결과를 요약하면 다음과 같다. 첫째, 회사채 발행 리 측에는 신용등 , 

신용스 드, 장단기 리차, 기 리, GDP 등이 주요한 측 변수로 작용하는 것으로 나타난다. 

한, 최 의 측 모델은 모델의 형태나 변수의 개수 그리고 표본의 크기 등에 따라 다양하여 분석 

데이터셋에 따라 측 모델의 성능이 달라짐이 확인된다. 이는 회사채 발행 리 측에 있어 머신러닝 

알고리즘의 활용이 유용하나, 데이터에 따라 최  모형의 선택이 달라질 수 있음을 의미한다. 둘째, 

본 연구에서는 데이터 기반의 측 모형을 활용하는 경우 발행 실 이 상 으로 조한 ESG 채권 

발행 리 측에도 회사채 데이터 기반 모델이 유용하게 활용될 수 있음이 확인된다.

체 으로 회사채 발행 리 측에 있어 머신러닝 기법은 유용하게 활용될 수 있을 것으로 단된다. 

따라서 회사채 발행 리 결정에 있어 본 연구는 새로운 시각을 제공하며, 채권 발행기업과 투자자에게 

유용한 정보를 제공할 수 있을 것으로 기 된다.
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Ⅰ. 서  론 

기업의 자 조달은 표 으로 주식이나 채권발행 그리고 융기 의 차입을 통해 

이루어지는데, 직 융시장을 통한 회사채 발행은 주요 외부 자본조달 방안  하나이다. 

여기서 회사채 발행 시 결정되는 발행 리는 발행자인 기업 입장에서는 자 조달비용이며, 

투자자인 채권자에게는 험에 한 가인 리스크 리미엄(risk premium)이 된다. 회사채 

발행 리는 발행 당시의 시장 리 수 이나 채권시장의 수  그리고 발행기업의 신용도 

등의 다양한 요인에 향을 받을 수 있다. 따라서 회사채 발행 리에 향을 미칠 수 있는 

다양한 요인을 규명한 후, 이를 토 로 정한 발행 리를 추정하는 것은 회사채시장의 

발 을 해 필수 인 요소로 볼 수 있다.

한편, 회사채 발행 리에 미치는 향에 해 국내의 경우 제한 인 수 에서 연구가 

진행된 상황이다. 기존연구에서 코로나19나 수요 측제도 도입 그리고 경제정책 불확실성 

정도가 회사채 가격에 어떠한 향을 미치는지를 규명하고 있으며(정희  외 2인, 2021; 

채병권, 한재 , 2020; 황 숙, 이 희, 2022), 기업의 재무정보 는 회계처리 방법과 

회사채수익률 간의 련성에 해서도 분석하고 있다(윤윤석 외 2인, 2005; 최보람 외 2인, 

2012). 추가 으로 거시  측면에서 안 자산 선호 상이나 거시경제에 한 시장참여자들의 

이질 인 기 가 채권수익률에 어떠한 향을 미치는지에 해서도 고찰하고 있다(김도완, 

2018; 배 일, 이순희, 2020). 하지만, 채권의 발행 리에 미치는 향은 술한 요인들뿐만 

아니라 채권의 고유 특성이나 자본시장(채권시장과 주식시장) 반의 상황 그리고 시장 리 

등과 같은 다양한 측면에 향을 받을 가능성이 있다. 따라서 이와 같은 요인들을 종합 으로 

고려하여 회사채 발행 리가 주로 어떠한 측면에 향을 받는지를 고찰해 볼 필요가 있다.

이와 같은 배경하에 본 연구는 2001년부터 2022년까지 기간을 상으로 국내 채권시장에서 

발행된 회사채를 이용하여 발행 리에 미치는 요인들을 규명하고 측 모형을 제시하고자 

한다. 이를 해, 최근 측을 해 리 활용하고 있는 머신러닝 알고리즘 모델을 이용하여 

회사채 발행 리를 측할 수 있는 모형을 설계하고자 한다. 이후 머신러닝 기반의 모형과 

기존의 선형회귀모형과의 측 정합성을 비교․분석하여 어떠한 모형이 회사채 발행 리 

측에 보다 유용하게 활용될 수 있는지를 고찰한 후 련 시사 을 제시하고자 한다.

보다 구체 인 연구의 목 은 다음과 같다. 우선 회사채 발행 리 추정을 해 발행시 의 

회사채가 갖는 고유한 특성 변수(신용등 , 발행 액, 발행만기, 보증채 여부 등)와 거시변수

(경기지수, 산업생산지수, 장단기 리차, GDP, 소비자물가지수 등), 채권시장 변수(국고채 

리, 회사채 어음부도율, 신용스 드, 안 자산 발행 액  거래  수 , 채권지수 
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등), 주식시장 변수(주가지수, 주식시장 거래 , 변동성지수 등), 채권 발행기업의 재무변수

(자산, 부채비율, 업이익률 등)를 종합 으로 이용한다. 한, 발행 리 측을 해 

통 으로 활용되는 다 선형회귀모형과 함께 머신러닝은 LASSO(Least Absolute 

Shrinkage and Selection Operator), Ridge  Elastic net의 3가지 기법을 활용한다.1) 이상과 

같이 다양하게 선정된 변수들과 모형( 통 인 선형회귀모형과 3가지 머신러닝 기법)을 

기 로 어떠한 변수와 모형이 회사채 발행 리 측에 하게 이용될 수 있는지를 

분석하고자 한다.

본 연구의 주요 분석결과를 요약하면 다음과 같다. 첫째, 회사채 발행 리 측에 있어 

회사채 특성 외에도 채권  주식시장, 거시경제 상황, 기업의 재무 변수 등을 포함하여 

분석 데이터가 갖는 정보가 클수록 머신러닝 알고리즘을 통한 측 모형 개발에 정합성이 

높은 것으로 나타났다. 특히, 측 변수의 개수가 충분히 많은 경우에 일반 선형회귀모형과 

머신러닝 모형간의 측 성과 차이가 두드러지게 나타나는 것으로 확인되었다.

둘째, 데이터의 구성에 따라서 최  측 모형은 달라질 수 있음이 확인된다. 즉, 측에 

합한 모형은 이지 않으며, 분석 데이터 내 변수의 개수나 형태, 표본 크기 그리고 

표본 구성 등에 따라 가변 으로 나타난다. 신용등 , 신용스 드, 장단기 리차, 기 리, 

GDP, 국고채 1년물 리 등은 데이터셋에 계 없이 일 으로 요한 측 요인으로 

확인된다. 한, 신용스 드, 기 리와 같이 시장 상황을 나타내는 변수가 기업의 

재무상태를 나타내는 총자산, 부채비율과 상호작용함을 고려하여 측 모형을 구성하는 

경우 측 기여도를 더 높일 수 있음을 확인하 다. 반면, 실업률, 채권시장 체 거래 , 

안 자산 거래 , 코스피지수, 국고채 3년물, 5년물, 10년물 리 등의 변수는 모형에 

따라 측 요도가 매우 낮거나 유의미하지 않은 것으로 나타났다. 셋째, 일반 회사채 

데이터를 바탕으로 ESG 채권의 발행 리를 측하는 것도 측 성과가 높을 수 있음을 

확인되었다. 다만 측 성과 지표를 RMSE(Root Mean Squared Error) 기 으로 모형을 

선택하는 경우가 MAE(Mean Absolute Error) 기 보다 ESG 채권 발행 리를 측하는 

데 보다 유의미한 것으로 나타났다.

본 연구가 갖는 기존연구와의 차별성  연구의 요성은 다음과 같다. 첫째, 회사채 

발행가격에 미치는 향에 해 국내연구에서는 정책  측면 는 발행기업의 재무  측면에 

을 두고 연구가 진행되었다(정희  외 2인, 2021; 채병권, 한재 , 2020; 황 숙, 이 희, 

2022; 윤윤석 외 2인, 2005). 한, 머신러닝 기법을 이용한 측은 주가나 기업의 부도 

1) OLS(Ordinary Least Squares)를 이용한 선형회귀분석에서는 평균제곱오차(Mean Square Error, MSE)의 

최소값을 통해 최 의 모델을 찾아낸다. 하지만, 다 회귀모형에서는 복잡도가 높아 과 합 될 수 있다. 

따라서 이를 통제하기 해 모델 자체 으로 규제를 부여하는 방법이 LASSO와 Ridge이다.
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는 신용정보 등을 상으로 분석을 행하고 있다(권 건 외 2인, 2017. 김경목 외 2인, 

2021; 송민찬, 류두진, 2021; 이 상, 오세환, 2020). 따라서 머신러닝 기법을 이용하여 회사채 

발행 리를 측하고자 하는 본 연구는 기존연구와 차별성이 존재한다. 한편, Binanch et 

al.(2021)과 Kim et al.(2021)은 미국 시장을 상으로 머신러닝 기법을 이용하여 미국 

국채(Treasure bond) 는 회사채 수익률을 분석하고 있으며, 머신러닝 기법의 측 유용성을 

제시하고 있다. 따라서 국내 회사채 시장에서도 머신러닝 기법이 채권 수익률 측에 

유용한지를 검증해 볼 필요성이 있으며, 해당 내용을 분석하고자 하는 본 연구는 이론 으로 

요성이 존재한다.

둘째, 본 연구는 최근 사회과학 분야에서 요성이 증 되고 있는 머신러닝 측 모델을 

이용하여 회사채 발행 리 측에 유의미한 변수를 찾고 측성과를 높일 수 있는 분석 

알고리즘을 제안한다. 즉, 본 연구는 통 인 선형회귀모형과의 비교를 통해 머신러닝 

기법이 회사채 발행 리 측에 유용하게 활용될 수 있는지 여부를 실증 으로 규명함으로써, 

주가 는 기업부도뿐만 아니라 회사채 시장에서도 머신러닝 기법이 유용하게 활용될 수 

있는지를 고찰한다. 이를 토 로 한 회사채 발행 리 측을 한 변수  모델 등을 

제시함으로써, 실무 으로도 요한 시사 을 달해  수 있을 것으로 단된다.

이하 본 논문은 다음과 같이 구성된다. 우선 제Ⅱ장에서는 회사채 스 드에 향을 

미치는 요인 는 머신러닝 기법을 이용한 측에 한 기존연구를 살펴보고, 제Ⅲ장에서는 

본 연구의 내용  분석방법에 해 설명한다. 그리고 제Ⅳ장에서는 실증분석 결과를 제시하고 

마지막 제Ⅴ장 결론에서는 연구결과를 요약하고 시사 을 제시하고자 한다.

Ⅱ. 기존연구

기업의 자 조달 수단에 있어 발행하는 채권의 발행 리는 조달비용이므로 발행 리가 

어떠한 요인들에 향을 받는지에 해 국외에서는 다양한 연구가 진행되고 있다. 해외의 

기존연구에 의하면, 거시경제  요인이나 채권 발행기업의 고유 특성 그리고 채권의 유동성 

등 다양한 요인이 채권의 수익률에 향을 미치고 있다는 결과를 보여주고 있다(Athanassakos 

and Carayannopoulos, 2001; Bernoth and Erdogan, 2012; Chen et al., 2007; Favero et 

al., 2010; Han and Zhou, 2014; Huang et al., 2015; Jubinski and Lipton, 2011; Mayberger 

et al., 2014; Wang et al., 2008; Saltzman and Yung, 2018). 하지만, 국내시장의 경우 제한된 

범  내에서 채권가격에 향을 미치는 요인에 해 연구가 진행된 상황이다. 채권의 

발행 리에 한 국내 주요 연구를 소개하면 다음과 같다. 
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우선, 김도완(2018)은 신용등 이 양호한 BBB-등  이상에서는 안 자산 선호 상이 

채권발행에 미치는 향이 제한 이나, BBB- 등  미만의 경우 회사채 신용 스 드가 

높아짐을 확인하 다. 즉, 안 자산 선호 상은 신용등 이 낮은 기업의 자 조달에 부정  

요인으로 작용함을 제시하고 있다. 그리고 양철원(2013)은 통화정책과 같은 외부의 요인은 

채권시장과 주식시장의 유동성에 일련의 향력을 미친다는 결과를 보여주고 있다. 한, 

두 시장의 수익률은 반 방향으로 움직여 주식시장에 부정 인 충격이 존재하면 안 자산인 

채권으로 자 이 이동한다는 결과를 보여주고 있다.

다음으로 윤윤석 외 2인(2005)은 회계정보가 회사채수익률에 어떠한 향을 미치는지에 

해 분석하 다. 분석결과 안정성과 련된 재무비율인 자기자본비율, 부채비율, 유동비율과 

함께 수익성 지표인 총자산수익률이 회사채수익률에 향을 미친다는 결과를 보여주고 있다. 

채병권, 한재 (2020)은 2012년 도입된 채권의 수요 측(book building)제도가 채권 

발행가격에 어떠한 향을 미치는지 분석하 다. 분석결과 수요 측 제도 도입 이후에 

발행된 채권들은 발행가격 고평가 상이 완화되어 가격 형성을 효율성이 증 된다는 

시사 을 제시하고 있다. 최보람 외 2인(2012)은 보수주의 회계처리 방법이 기업의 채권 

발행 리에 어떠한 향을 미치는지 검증하 다. 분석결과, 보수주의 회계처리 측정방법에 

따라 채권 발행 리에 미치는 향은 혼재되는 것으로 나타났다. 한편, 공모사채의 경우에는 

보수주의 회계처리가 발행 리를 낮추는 역할을 수행하여 회계처리 방법에 따라 채권 

발행 리에 향을 미친다는 결과를 제시하고 있다.

마지막으로 황 숙, 이 희(2022)는 미국에서 발표하는 경제정책불확성지수(EPU)가 

국내의 회사채 신용스 드에 어떠한 향을 미치는지 분석하 다. 분석결과에 의하면, 

미국 EPU(3 components)는 국내의 신용스 드와 유의성이 매우 높으며, EPU(재정정책)의 

경우에도 유의성이 높은 것으로 나타났다. 즉, 경제정책불확실성은 국내 회사채 스 드에 

일련의 향을 미치고 있음을 시사하고 있다.

한편, 최근의 연구에서는 개별기업의 주식수익률이나 국가별 주가지수, 기업의 신용등 과 

부도 측 등 재무 융 분야의 다양한 역에서 기계학습(머신러닝, 딥러닝)을 이용하여 

제반 유용성을 분석하고 있다. 기존연구에 의하면, 주가를 측하거나(김경목 외 2인, 2021; 

Chen et al., 2023; Gu et al., 2020; Mishra and padhy, 2019), 기업의 부도를 측하거나(권 건 

외 2인, 2017; 송민찬, 류두진, 2021; Moscatelli et al., 2020; Zhang et al., 1999), 는 기업의 

신용평 을 측하는데 머신러닝 기법이 유용한지를 검증하고 있다(이 상, 오세환, 2020; 

Golbayani et al., 2020), 한, 머신러닝 알고리즘을 이용하여 주택 당증권(Mortgage-

Backed Securities; MBS)의 기 자산인 주택담보 출의 조기상환율도 측하고 있으며
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(안지 , 임병권, 2020). 증권발행신고서나 미국 연 의 베이지북 등을 상으로 비정형화된 

텍스트에 해 머신러닝 기법을 이용하여 텍스트 분석도 이루어지고 있다(김용석, 조성욱, 

2019; Li, 2008; Saltzman and Yung, 2018).

한편, 본 연구와 직 으로 련된 채권의 수익률 측에 해 Bianchi et al.(2021)과 

Kim et al.(2021)은 머신러닝 기법을 이용하여 분석하고 있다. 우선, Bianchi et al.(2021)은 

미국 국채를 상으로 험 리미엄에 해 주성분 회귀(Principal Components Regression; 

PCR) 는 부분 최소제곱법(Partial Least Squares; PLS), 규제 선형 모형(Ridge, Lasso, 

Elastic net), 그리고 비선형 머신 러닝 기법인 회귀 트리(regression tree)와 인공신경망(neural 

network)을 이용하여 분석하 다. 분석결과, 회귀 트리와 인공신경망 기법이 국채 측에 

가장 유용한 것으로 나타났다. 한, 인공신경망 측의 경우 경기 역행 이며, 거시 인 

불확실성과 시간 가변 인 험회피 변수와 련성이 존재한다는 결과를 제시하고 있다.

다음으로 Kim et al.(2021)은 OLS, 주성분회귀(PCR), 부분 최소제곱법(PLS), Gaussian 

copula marginal regression. 다양한 머신러닝 모델(Ridge, MARS, SVM, Random forest, 

Neural network) 등을 이용하여 회사채 수익률 스 드를 분석하 다 있다. 이를 해 

유동성, 주식수익률 변동성, 표면 리, 장단기 리차, 이자율 변동성, 단기 리, 채권 만기, 

신용등  등의 변수를 이용하 는데, 딥러닝 기법인 인공신경망의 경우에 측 정합성이 

가장 높으며, 회사채 수익률 스 드 측에 있어 기업의 신용등  보다는 주식수익률 

변동성이 가장 유용한 변수임을 제시하고 있다.

추가 으로 Kim(2021)은 환율, 주가지수, LIBOR 리, S&P500 변동성, WTI 지수,  

가격, 국내  해외 주요국가의 GDP와 CPI 등의 경제지표를 종합 으로 이용하여 국내 

국고채 장단기 리차(10년-3년)를 측하 다. 다양한 머신러닝 기법을 이용한 분석결과

에서 AdaBoost 기법의 측 정합성이 가장 높다는 결과를 제시하고 있다.

이상과 같이 최근 연구에서는 머신러닝 기법이 재무 융 분야의 다양한 역에 활용하고 

있으며, 측의 유용성이 제시되고 있다. 따라서 국내 회사채 시장에 있어서도 머신러닝 

기법이 유용성 여부에 해 고찰해 볼 필요성이 있다.

Ⅲ. 연구내용  방법

1. 표본의 구성

본 연구는 2001년부터 2022년까지 기간 동안 발행된 채권  융채, 특수채, 사모발행 
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 유동화증권(ABS, MBS 등)을 제외한 후 공모로 발행된 회사채를 분석 상으로 한다. 

본 연구기간 동안에 분석 표본에 포함된 회사채는 총 6,924건인데 이를 유형별로 구분하는 

경우 일반 회사채 6,797건과 ESG 채권 127건을 포함한다. 본 연구의 분석 표본은 독립 으로 

발행된 6,924건의 채권에 한 발행정보와 발행시 의 채권  주식시장 환경, 거시경제  

환경, 발행 기업의 재무정보와 같은 고유 특성 정보 등을 포함하는 횡단면 자료로 구성되어 

있다.

회사채 발행 리 측을 해 본 연구에서는 체 표본을 분석 표본과 측 표본으로 

각각 구분한다. 분석 표본은 일반 회사채 6,797건의 발행정보  발행 당시의 거시변수 

등을 포함한다. 반면, 측 표본은 ESG 채권 127건에 한 동일 정보를 포함하도록 표본을 

구성한다. 이 게 표본을 구분한 것은 기존의 채권시장에서 회사채를 심으로 설계된 

발행 리 측 모형이 ESG 채권 발행 리 측에도 동일하게 용될 수 있는지를 악하기 

함이다. 한, 머신러닝 알고리즘을 통해 채권 발행 리 측 모형을 설계하고 측성과를 

검증한 후, 도출된 최  모형을 이용하여 ESG 채권 발행 리 측에도 활용함으로써 측 

정합성을 고찰하고자 한다. 추가 으로 ESG 채권 정보만을 포함하는 측 표본은 2019년 

9월부터 발행된 ESG 채권 127건에 한 변수로 구성되어 있다.2)

실증분석을 한 회사채 발행정보는 FnGuide의 Dataguide Pro와 연합인포맥스를 통해 

추출  가공하여 분석에 이용한다. 그리고 한국은행 경제통계시스템, 융투자 회 

채권정보센터, 한국거래소를 통해 채권  주식시장 련 지표와 거시경제 변수를 추가 으로 

추출한 후 가공하여 이용한다. 한편, 채권시장  거시경제 변수 지표는 회사채 발행 

시 (연월)을 기 으로 매칭하여 분석에 활용하고자 한다.

2. 연구방법

1) 회사채 발행 리 측 모형

채권의 발행 리를 측하기 해서는 앞서 기존연구에서 살펴보았듯 채권 자체에 한 

발행정보, 채권  주식시장 상황, 거시 경제 요인 등 다수의 변수를 활용할 필요가 있다. 

본 연구에서는 선행연구에서 발행 리 측 모형에 활용된 변수들을 종합 으로 검토하여 

어떤 요인이 발행 리 측에 주된 측 요인으로 작용하 는지를 악하기 해서 

고차원데이터의 축소(shrinkage)와 선택(selection)을 기반으로 한 발행 리 측 모형을 

2) 공공기 을 제외한 상장사 등의 ESG 채권 발행은 2019년부터 본격 으로 발행하기 시작하 다.
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설계하고자 한다.

기본 으로 선형 회귀모형과 유사한 발행 리 측 모형을 상정하고, 각 변수의 계수 

추정치를 제한하거나 정규화(regularize)하는 머신러닝 기법을 활용하여 신규 채권 발행에 

한 발행 리 측 성과를 높여주는 주요 변수를 악한다. 

일반 선형 회귀모형과 정규화 모형은 둘 다 회귀 분석에 사용되는 방법이나, 주요한 

차이 이 있다. 일반 선형 회귀모형은 최소자승법(Ordinary Least Squares)을 이용하여 

모델의 라미터를 추정하는 방법으로, 오차의 제곱합을 최소화하여 각 측 변수의 

가 치(계수 추정치)를 결정하며 이 게 추정된 가 치를 사용하여 종속 변수와 독립 변수들 

간의 선형 계를 모델링한다. 수많은 측변수를 포함하는 고차원 데이터의 경우에는 

술한 일반 선형 회귀모형을 용하 을 때 변수들 사이의 다 공선성 등의 문제가 있을 

수 있으며, 과 합(overfitting) 문제를 다루기 어려울 수 있어 측과 련된 연구에서는 

합하지 않을 수 있다.3) 

반면, 정규화 모형은 모델의 복잡성을 제어하고 과 합 문제를 완화하며 변수 선택과 

다 공선성 감소에 효과 이라 알려져 있다. 정규화 모형은 고차원 데이터에서 일반 선형 

회귀모형의 단 을 보완하기 해 제안된 모형으로, 목 식에 추가 인 제약 조건을 추가하여 

주어진 데이터를 가장 잘 설명하는 계수 추정치가 아니더라도 새로운 데이터에도 용할 

수 있는 보다 일반 인 계수 추정치를 추정한다(Hastie et al., 2009). 이때, 추가 인 제약 

조건은 모형의 계수추정치의 크기에 용되는데, 이러한 제약 조건의 형태에 따라 크게 

LASSO 모형과 능형회귀(Ridge regression)로 구분된다. LASSO 모형은 측모형의 

라미터의 크기를 L1 Norm을 이용하여 제한하는 모형이고, 능형회귀의 경우 L2 Norm을 

이용하여 제한한다. 두 제약식을 혼합한 하이 리드 모형으로 Elastic Net 모형을 활용할 

수도 있다.

L1 norm과 L2 norm은 둘 다 Regularization 기법으로 사용되며, 각각 다른 방식으로 

모델의 계수 추정치를 축소시킨다. 우선, L1 norm은 모델의 계수를 0으로 강제로 수축시키는 

특징을 갖고 있다. 이는 불필요한 변수들을 선택 으로 제거하여 모델을 간단하게 

만들어 다는 의미이다. 따라서, L1 norm을 용하면 변수 선택(feature selection)이 

자동으로 이루어지는데, 요한 변수만이 모델에 남게 된다. 이는 해석력을 높여주고, 모델의 

설명력을 개선하는데 도움이 된다. 하지만, 변수 선택과 동시에 계수 추정치를 0으로 만드는 

3) 모형의 과 합 이란 모델이 특정 데이터에 지나치게 합되어 새로운 데이터에 해 일반화하지 못하는 

것을 의미한다. 즉, 기존데이터를 가장 잘 설명하는 모형은 새로운 데이터에 한 측에는 효과 이지 않음을 

의미한다. 
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특성으로 인해 특정 변수들의 요성이 과도하게 부각되는 상이 발생할 수도 있다 

(Tibshirani, 1996). 반면, L2 norm은 모델의 계수를 0에 가깝게 수축시키지만, 0이 되지는 

않는 모형이다. L2 norm은 계수들의 크기를 제한하여 모델의 복잡성을 감소시키고, 과 합을 

방지하는데 주로 활용되며, L2 norm을 용하면 변수들이 모두 모델에 기여하게 된다. 

따라서, L2 norm은 모든 변수들을 고려하고자 할 때 유용한 방식이다(Hoerl and Kennard, 

1970).

본 연구에서는 기존에 수집된 회사채 발행 정보를 바탕으로 향후 발행될 회사채 발행 리를 

측하는 모형을 개발하는 것이 주요한 연구목 이므로, 일반 선형회귀 모형이 아닌 정규화 

모형을 주 분석 모형으로 삼는다. 본 연구에서는 두 정규화 방식을 결합한 Elastic Net를 

활용한다. Elastic Net은 L1 norm과 L2 norm을 결합한 형태로, 두 정규화 기법의 장 을 

합쳐서 사용하는 방법이다. 이를 통해 L1 norm만큼 변수 선택의 효과를 갖으면서, L2 

norm처럼 모든 변수들을 고려하는 데에도 유리한 정규화 방식이다. 발행 리 스 드를 

측하기 한 Elastic Net 정규화 모형은 아래 식 (1)과 같이 표 할 수 있다. 







  

  
 

∥∥


∥∥  (1)

여기서,      ≥   ≤  ≤ 

식 (1)에서 는 종속변수(목표변수) 이며 번째 채권의 발행 리 스 드(bp)이다. 는 

번째 채권의 발행 리를 측하기 한 측 변수 벡터이며, 다수의 측 변수를 포함한다. 

 는 를 활용하여 발행 리 스 드()를 측하기 해 설정된 선형 회귀모형을 

의미한다. 는 가 발행 리 스 드()에 미치는 향을 나타내는 계수추정치 벡터이다. 

는 L1 Norm 형태의 정규화 제약의 크기를 조 하는 하이퍼 라미터로 0에서 1 사이의 

값을 가진다. 가 0인 경우 식 (1)에서 제약 조건은 L2 Norm만 용되는 것을 뜻하며, 

가 1인 경우에는 L1 Norm만 제약 조건으로 용된다는 의미이다. 가 0과 1 사이 값인 

경우에는 두 형태의 제약 조건이 히 혼합된다는 것이며, 본 연구에서는 을 조정하여 

Elastic Net 모형을 구 하고자 한다(Zou and Hastie, 2005).

하이 리드 정규화 모형인 Elastic Net을 활용하면 L1 norm과 L2 norm의 장 을 조합하여 

더욱 강력한 모델을 구축할 수 있는 이 이 있다. 특히, 고차원 데이터에서 변수 선택과 

과 합 방지를 동시에 고려해야 할 때 유용하며, 를 조정하여 원하는 정규화 정도를 조 할 
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수 있다. 마지막으로 의 경우 를 조정하여 설정된 제약 조건을 모형에 얼마나 반 할 

것인지를 결정하는 조율 라미터(tuning parameter)로 제약의 강도를 의미한다. 가 0인 

경우 제약 조건이  작용하지 못하기 때문에 식 (1)은 일반 선형 회귀모형인 OLS 모형과 

동일한 목 식이 된다. 반면, 가 커지면 계수 추정치에 한 정규화 정도가 강해져 OLS 

계수 추정치에서 차 멀어지게 된다.

단, 분석을 해서는 모형에 포함된 모든 변수를 표 화하는 작업이 선행되어야 한다. 

왜냐하면 각 변수가 표 화되어야 동일한 기 으로 조율 라미터의 제약을 용 받기 

때문이다. 본 연구에서는 머신러닝 알고리즘을 활용하여 새로운 데이터에 한 측성과를 

가장 높여주는 정규화 모형과 조율 라미터를 찾고자 한다. 

2) 측 변수 구성

데이터의 구성에 따라 모형의 측력이 향을 받을 수 있으므로 분석 모형을 다양한 

유형으로 구성하는 것이 요하다. 이러한 이유로 데이터셋에 따라 5가지 유형의 분석 

모형을 구성하고자 한다. 구체 인 분석 데이터셋은 아래의 <표 1>과 같다. 

구분 설명

데이터셋1 (D1) 회사채 신용등 , 발행만기, 보증채 여부, 발행 액

데이터셋2 (D2) 데이터셋 1 + 채권  주식시장 변수 추가

데이터셋3 (D3) 데이터셋 2 + 거시경제 변수 추가

데이터셋4 (D4) 데이터셋 3 + 기업의 재무  상황 등 추가

데이터셋5 (D5) 데이터셋 4 + 기업의 재무 상황과 시장요인 간 교호항 추가

<표 1> 분석 데이터셋 구분

본 연구에서 사용한 데이터셋의 설명이다.

  

우선, 데이터셋 1(D1)은 회사채의 자체 인 정보만을 이용하여 분석하는 모형으로 

신용등 , 만기, 보증여부, 발행 액 등의 변수를 포함한다. 다음으로 데이터셋 2(D2)는 

채권시장과 함께 주식시장 반의 변수를 추가하여 분석한다. 이를 해 데이터셋 1(D1)에서 

사용한 변수에 국고채 리(1년, 3년 5년, 10년), 회사채어음부도율, 신용스 드(국고채

3년물-회사채BBB-), 안 자산(국채+통안채+지방채) 발행 액, 채권시장 체 거래 , 

안 자산 거래 , KRX 채권지수(시장가격 지수  총수익지수) 코스피지수, 주식시장 

체 거래 , 코스피 변동성지수(VKOSPI) 등을 포함한다.

데이터셋 3(D3)은 데이터셋 2(D2)에 거시경제 변수를 추가한 것이다. 이를 해 경기선행
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지수, 경기동행지수, 장단기 리차(국고채 10년-국고채 1년), 산업생산지수, GDP, 소비자

물가지수, 생산자물가지수, 실업률, 기 리 등을 반 한다. 데이터셋 4(D4)는 데이터셋 

3(D3)에 회사채 발행 기업의 재무 상태  추가 인 특성을 반 한다. 이를 해 기업규모

(총자산), 부채비율, 총자산 업이익률, 업활동 흐름, 최 주주  특수 계인 지분율, 

회사채 상장여부, 발행기업 소속시장 등의 변수를 추가 으로 활용한다. 마지막으로 데이터셋 

5(D5)는 데이터셋 4(D4)에 신용스 드와 총자산  부채비율, 기 리와 총자산  

부채비율을 각각 곱하여 생성한 교호항들을 추가 으로 활용한다.4)

본 연구에서는 술한 5개의 데이터셋을 각각 학습 데이터와 검증 데이터로 구분하고, 

이를 기반으로 5개의 분석 모형을 학습  검증에 반복 으로 용하여 최 의 발행 리 

측 모형을 개발하고자 한다. 이후, 측 결과를 이용하여 측용 외표본(out-of-sample 

prediction data)의 ESG 채권의 발행 리를 측하고, 각 모형의 측 성과를 비교 분석하여 

어떤 요인이 발행 리 측에 가장 향력을 미치는지를 악하고자 한다. 이후 분석 결과를 

통해 향후 ESG 채권 발행 시 어떤 요인을 고려해야 할지에 한 시사 을 제시하고자 

한다.

3) 측성과 평가 지표

본 연구에서 측성과를 평가하기 해 활용하는 지표는 2가지이다. 첫 번째는 RMSE(Root 

Mean Squared Error)이고, 두 번째는 MAE(Mean Absolute Error)이다. 2가지 모두 연속형 

변수에 한 측성과를 평가하는 지표로 주로 활용되며 각각의 특성과 장단 이 있다. 

  








 (2)

  




 (3)

RMSE는 측 값과 실제 값 사이의 오차를 제곱하여 평균한 값에 루트를 취한 지표로 

제곱을 함으로써 오차가 크게 튀는 값들에 패 티를 주는 특징이 있다. 따라서, 큰 오차가 

존재할 경우 RMSE는 더 큰 값이 나오게 된다. RMSE의 장 은 큰 오차를 더 크게 반 해주기 

때문에 이상치(outlier)에 민감하게 반응하고, 모델의 안정성을 평가하는데 유용하다. 하지만, 

제곱을 취하므로 오차가 커질수록 평가 지표의 값도 더 커지기 때문에 오차가 작은 경우에는 

상 으로 민감하지 않을 수 있다.

4) 데이터셋 별로 포함된 변수에 결측치가 발생하는 경우가 있어 분석 표본 개수에서 차이가 존재한다. 
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한편, MAE는 측 값과 실제 값 사이의 오차의 값의 평균을 나타내는 지표로 제곱이 

없기 때문에 오차의 크기를 그 로 반 하고, 이상치에 해 민감하지 않다. 따라서, 

RMSE보다 이상치에 덜 민감하게 작동하며, 큰 오차들이 평가 지표에 덜 향을 미친다. 

MAE의 장 은 이상치에 덜 민감하게 반응하고, 측 성과를 모델에 한 실제 오차와 

더 가깝게 평가할 수 있다는 이다. 하지만, 제곱이 없기 때문에 오차가 작은 경우에도 

상 으로 값이 작아져서 모델의 민감도가 낮아질 수 있다.

RMSE와 MAE 외에 MAPE(Mean Absolute Percentage Error)를 측 성과 지표로 활용할 

수 있다. MAPE는 측 값과 실제 값 간의 평균 백분율 차이를 측정하는 지표로, 측 

정확도를 이해하는데 직 이라는 장 이 있으나 실제값이 0에 가까운 작은 수인 경우 

미세한 오차에도 민감할 수 있다. 본 연구에서 분석 상으로 삼은 발행 리 스 드의 

경우 0의 가까운 수치이며 0의 값을 가지는 경우도 많아 MAPE를 계산함에 있어서 측 

성과가 무한 (Infinity)로 추정되는 경우가 빈번할 수 있다. 따라서 본 연구는 RMSE와 

MAE를 주된 평가 지표로 활용하고자 한다. 

채권 발행 리 측에는 RMSE와 MAE 등 2개 지표  어떤 것을 사용하는 것이 

효과 인지는 상황과 목 에 따라 다를 수 있다. 채권 발행 리 측에서는 측 성과의 

평가 방식을 결정할 때, 데이터의 특성, 이상치의 존재 여부, 모델의 안정성 평가 등을 고려하여 

한 평가 지표를 선택하는 것이 요하다. 이는 모델의 신뢰성과 측 정확도를 높이는데 

기여할 수 있다.

4) 분석 알고리즘 설계

체 분석 데이터셋  회사채에 해당하는 데이터를 랜덤으로 추출하여 6:2:2의 비율로 

학습데이터(Training set), 검증데이터(Validation set), 평가데이터(Test set)로 구분한다. 

학습데이터는 모델의 학습에 사용되는 데이터로 모델은 학습데이터를 통해 변수들의 계를 

학습하고, 측을 한 라미터를 조정한다. 검증데이터는 모델의 1차 인 성능 평가에 

사용되는 데이터로 모델의 일반화 능력을 평가하며, 모델의 하이퍼 라미터를 조정하거나 

모델의 형태를 결정하는데 활용된다. 검증데이터를 사용하여 모델의 측 성과를 측정하고 

최 의 모델을 선택할 수 있다. 테스트데이터는 최종 으로 선택된 모델의 성능을 평가하기 

한 데이터로 모델이 완 히 학습되지 않은 새로운 데이터를 사용하여 모델의 측 성과를 

최종 으로 평가한다. 테스트데이터는 개발된 모델의 일반화 능력을 실제 상황에 가깝게 

평가하는데 사용된다.

학습데이터에서 모델을 학습한 후, 학습된 모형을 용하여 검증데이터의 발행 리를 



 기계학습을 이용한 회사채 발행 리 측  225

단계 설명

1. 데이터 비

① 6,924건의 데이터를 분석표본과 측용 외표본으로 구분

② 분석표본 6,797을 무작  랜덤 추출방식으로 6:2:2로 구분

(학습데이터 60%, 검증데이터 60%, 평가데이터 20%)

2. 모형 학습

① 학습데이터를 4개의 fold로 구분하여 3개 fold 로만 모형 학습(계수 추정)

② 나머지 1개 fold의 발행 리 측

③ 측오차 확인  측성과 지표(RMSE, MAE) 계산 

④ 학습 fold와 측 fold를 바꿔가며 1)～3) 단계 반복하고 평균 측성과 지표 

확인 (교차검증)

⑤ 조율 라미터() 조정 후 측성과 지표의 개선이 없을 때까지 ①～④ 과정 

반복

⑥ 최종 계수  조율 라미터 결정

3. 모형 선택

① 학습데이터에서 결정된 계수추정치  조율 라미터로 검증데이터 발행 리 

측

② 측 오차  측성과 지표 계산

③ 정규화 라미터() 조정 후 2.-1)～3.-2) 과정 반복

④ 정규화 라미터() 별 측 성과지표 비교하여 최  정규화 라미터() 결정

4. 모형 평가
① 최  라미터에 따른 모형  계수추정치 활용하여 평가데이터 발행 리 측

② 측성과 지표 최종 확인

5. 표본 외 측
① 최  라미터에 따른 모형  계수추정치를 활용하여 측용 외표본(ESG 

채권) 발행 리 측  결과 확인

<표 2> 분석 알고리즘 단계별 설명

본 연구에서 수행한 발행 리 스 드 측을 한 알고리즘에 한 단계  설명이다.

측하고 측성과를 바탕으로 모델에서 필요한 라미터를 결정한다. 학습데이터에서 

모델을 학습할 때, K-fold Cross Validation을 용하여 모델의 라미터인 계수추정치

(beta)와 정규화 수 을 결정하는 라미터인 를 결정한다. K-fold Cross Validation은 

데이터를 나 어서 모델의 성능을 평가하는 간단하고 유용한 방법으로, 측 문제에서 

모델의 일반화 능력을 평가하는데 효과 으로 활용된다. 데이터를 k개의 부분집합으로 

나 어서 k번의 학습과 검증을 반복한다. 이 게 함으로써 더 많은 데이터를 활용하여 

모델의 일반화 능력을 제고하고 최 의 하이퍼 라미터를 결정할 수 있다. K-fold Cross 

Validation을 통해 여러 번의 검증을 수행하므로 모델의 성능이 특정 검증데이터에 의존하지 

않고 체 데이터에 해 일반화 능력을 평가할 수 있다. 이를 통해 모델의 과 합 여부를 

단할 수 있다. K번의 검증 결과를 평균하여 최종 모델의 성능을 평가함으로써 보다 안정 인 

측 성과 평가를 반 할 수 있다. 본 연구에서는 4개의 fold로 데이터를 구분하여 교차검증을 

수행한다.

검증데이터에서는 모델의 형태를 결정하는 를 0.001 간격으로 Grid Search를 통해 

결정한다. 측 성과 평가 지표로는 RMSE와 MAE를 사용하여 각 모델의 성능을 검토한다. 
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최 의 모형과 라미터가 결정되면, 평가데이터(test set)의 발행 리를 측하고 최종

으로 측 성과를 확인한다. 측 성과 평가에는 RMSE와 MAE를 비교하여 모델의 측 

성능을 평가한다.

마지막으로, 회사채 데이터를 기반으로 학습된 측 모델을 측용 외표본(out-of-sample 

prediction data)인 ESG 채권 데이터에 용해 보고, 동일한 방법으로 발행 리를 측 

가능한지를 확인한다. 이를 통해 개발된 모델이 ESG 채권 발행 리 측에도 용 가능한지를 

검증한다.

Ⅳ. 분석 결과

<표 3>은 본 연구에서 사용한 변수들의 설명이다. 측변수인 는 회사채 발행 리 

스 드로 발행 리에서 동일 만기의 국고채 수익률을 차감한 것이다. 그리고 은 

AAA부터 B까지 총 14개 등 으로 구분되며, 상 등 부터 수를 부여한 것이다(AAA는 

14 , B는 1 ). 거시변수는 불안정 시계열이 존재할 수 있어 로그차분(log difference)하여 

이용하며, 채권  주식시장 련 변수들의 변동률 계산 한 로그차분한 것이다. 마지막으로 

기업요인에서 계산한 부채비율(LEV) 등의 재무비율이나 지분율은 채권발행 기업의 년도 

재무자료를 이용하 다.

구분 변수명 변수설명

회사채 요인

Spread 회사채 발행 리 스 드(bp)

Credit 신용등 (1～14  scale)

Amount 발행 액(백만원)
Maturity 발행만기(년)

Coupon 표면 리

Guarantee 보증채는 1, 아니면 0
ESG ESG채권은 1, 아니면 0

거시변수

CLI 경기선행지수( 월 비)

CI 경기동행지수( 월 비)
INTSP 장단기 리차(국고10년-국고1년)

IPI 산업생산지수(계 조정, 월 비))

GDP GDP(동분기)
CPI 소비자물가지수(계 조정, 월 비)

PPI 생산자물가지수(계 조정, 월 비)

UNE 실업률(계 조정, 월 비)
BaseRate 기 리

<표 3> 변수설명

본 연구에서 사용한 변수들에 한 설명이다.
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구분 변수명 변수설명

채권시장

KTB1 국고채 리(1년, 월 비)

KTB3 국고채 리(3년, 월 비)

KTB5 국고채 리(5년, 월 비)

KTB10 국고채 리(10년, 월 비)

Default 회사채어음부도율( 월 비)

CreSpread 신용스 드(국고채3년물-회사채BBB-)

RfAmount 안 자산(국채+통안채+지방채) 발행 액( 월 비)

BondTV 채권시장 체 거래 ( 월 비)

RfTV 안 자산 거래 ( 월 비)

Index1 KRX채권지수_시장가격( 월 비)

Index2 KRX채권지수_총수익( 월 비)

주식시장

KOSPI 코스피지수( 월 비)

StockTV 주식시장 체 거래 ( 월 비)

VKOSPI 변동성지수(2003년부터 제공, 월 비))

기업요인

Assets ln(총자산)

LEV 부채 / 총자산

ROA 업이익 / 총자산

CFO 업 흐름 / 총자산

OWN 최 주주  특수 계인 지분율

Listing 상장은 1, 비상장은 0

Market 상장기업이 코스피에 속하면1, 코스닥에 속하면 0

<표 3> 변수설명(계속)

<표 4>는 본 연구에서 사용한 변수들의 기 통계량이다. 주요 변수의 분석결과를 보면, 

의 평균은 120.39bp로 나타나 동일 만기의 국고채 비 약 1.2% 높게 발행되고 있다. 

한편, 의 최소값은 -452.60bp를 보여 국고채보다 더 낮은 수 으로 회사채가 발행되는 

경우도 일부 확인된다.5) 의 평균은 9.80으로 회사채 발행기업의 신용등 은 평균 으로 

약 A로 나타나 양호한 수 이며, 의 평균은 0.02로 체 표본의 약 2% 정도가 ESG 

채권에 해당된다. 

Variable Obs Mean Std. dev. Min Max

Spread 6,924 120.39 137.01 -452.60 814.40

Credit 6,924 9.80 2.56 1.00 14.00

<표 4> 기 통계량

본 연구에서 사용한 변수들의 기 통계량이다. 회사채 요인과 련된 변수는 ∼  이며, 거시경제  요인을 

반 하는 변수는 ∼이다. 채권시장과 련된 변수는 ∼이고, 주식시장에 한 변수는 

∼  이며, 기업 특성과 련된 변수는 ∼이다.

5) 로벌 융 기 이  발행된 일부 최우량등  회사채에서 표면 리가 동일 만기의 국고채보다 더 낮게 

발행된 사례가 존재한다.
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Variable Obs Mean Std. dev. Min Max

Amount 6,924 88479.71 75169.23 4.00 912291.00

Maturity 6,924 3.62 2.15 0.25 30.00

Coupon 6,924 4.46 2.04 1.00 13.00

Guarantee 6,924 0.04 0.19 0.00 1.00

ESG 6,924 0.02 0.13 0.00 1.00

CLI 6,924 0.00 0.00 -0.01 0.02

CI 6,924 0.00 0.00 -0.01 0.01

INTSP 6,924 0.86 0.61 -0.16 2.88

IPI 6,924 0.00 0.01 -0.04 0.05

GDP 6,924 3.47 2.22 -2.50 8.20

CPI 6,924 0.00 0.00 -0.01 0.01

PPI 6,924 0.00 0.01 -0.02 0.02

UNE 6,924 -0.01 0.21 -0.80 1.10

BaseRate 6,924 2.58 1.28 0.50 5.25

KTB1 6,924 -0.02 0.19 -1.27 0.55

KTB3 6,924 -0.01 0.21 -1.00 0.75

KTB5 6,924 -0.01 0.22 -0.87 0.84

KTB10 6,924 -0.01 0.21 -0.86 0.82

Default 6,924 0.00 0.07 -0.26 0.33

CreSpread 6,924 6.03 1.25 3.10 8.62

RfAmount 6,924 -0.07 0.87 -2.06 2.03

BondTV 6,924 0.00 0.12 -0.34 0.50

RfTV 6,924 0.00 0.14 -0.39 0.50

Index1 5,914 0.00 0.01 -0.02 0.03

Index2 5,914 0.00 0.01 -0.02 0.04

KOSPI 6,924 0.01 0.06 -0.26 0.20

StockTV 6,924 0.01 0.17 -0.37 0.69

VKOSPI 6,250 0.00 0.18 -0.46 0.79

Assets 4,875 21.93 1.30 15.88 25.08

LEV 4,865 0.56 0.16 0.04 0.98

ROA 4,875 0.05 0.05 -0.29 0.41

CFO 4,875 0.06 0.07 -0.36 0.41

OWN 4,875 0.36 0.18 0.00 0.97

Listing 6,924 0.66 0.47 0.00 1.00

Market 4,875 0.96 0.18 0.00 1.00

<표 4> 기 통계량(계속)

1. 회사채 발행 리 측 결과

본 에서는 회사채 발행 리 측을 한 기계학습의 결과와 이를 통해 도출된 최  

모형의 측 성과를 제시하고자 한다. 본 연구에서는 <표 1>에 제시된 5개의 데이터셋

(D1∼D5)에 해 발행 리 측을 한 머신러닝 분석을 수행하 다. 학습데이터에서 
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벤치마크 모형인 OLS 모형(=0)과 =0.000∼=1.000까지 총 1,002개 모형을 이용하여 

측 모형을 추정하고, 이를 검증 데이터에 용하여 측 성과를 비교하 다. <표 5>는 

RMSE 기 으로 측 성과를 비교한 결과이다.

RMSE D1 D2 D3 D4 D5

OLS 121.46 92.14 87.12 89.55 83.01

Avg. of ML 121.47 91.96 87.02 89.62 82.73

Worst model =0.001 =0.001 =0 =0.806 =0

Optimal  6.27 7.22 7.25 1.58 7.67

Best Model =1 =0.997 =0.975 =0.002 =0.878

Optimal  1.57 0.58 0.89 3.72 0.50

Test Set

(Best Model)
112.91 97.21 86.27 82.53 87.41

Obs. of Training Set 4078 3472 3472 2397 2397

Obs. of Validation Set 1360 1158 1158 799 799

Obs. of Test set 1359 1157 1157 799 799

<표 5> 모형 선택 결과  최  모형의 측 성과(RMSE 기 )

Best model은 1,001개의 머신러닝 모형과 OLS 모형의 검증데이터 측 성과  가장 작은 값을 가지는 경우를 의미한다.

총 1,002개의 측 모형의 측 성과(RMSE)를 비교하여, 가장 낮은 측 성과를 보이는 

모형()  최  조율 라미터 값()과 가장 높은 측 성과를 보이는 모형()과 최  

조율 라미터 값()을 도출하 다. D1의 경우 최  모형이 LASSO(=1)인 것으로 확인되고, 

그 외 데이터셋에서는 LASSO와 Ridge Regression을 히 결합하는 Elastic Net 모형이 

최  모형인 것으로 확인된다. 각 데이터셋에서의 최  모형 하에서 검증 데이터의 측 

성과를 비교해 보면, 많은 표본에도 불구하고 은 변수를 활용한 경우 측성과가 낮은 

것으로 나타난다. 

이  D4의 경우 =0.002인 경우 측 성과가 높게 가장 나타나며, 이는 L1 Norm보다는 

L2 Norm으로 정규화 하는 경우의 측력이 더 높음을 시사한다. 즉, D4에 포함된 측변수를 

최 한 많이 모형에 포함하는 것이 측 성과를 높이는데 도움이 된다는 것으로 해석해 

볼 수 있다. 이때 최  조율 라미터 는 3.72로 비교  높게 추정된다. 이를 통해 D4의 

경우 능형회귀를 통해 계수를 제한하되 조율 라미터 값을 높여 제약 정도를 강하게 가져가는 

것이 측 성과를 높일 수 있음을 악해 볼 수 있다. 가장 많은 변수가 포함된 D5의 경우 

=0.878로 두 정규화 방식을 D4 보다 고루 반 하는 모형이 가장 최 인 것으로 확인되고, 

이때의 조율 라미터는 0.5로 비교  작게 추정된다.
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검증데이터의 측 성과를 가장 높여주는 최  모형을 이용하여 평가데이터를 측한 

결과 D4에서 가장 좋은 측 성과가 확인된다. D5에는 D4보다 많은 측변수를 포함하 으나, 

측 성과 개선에 크게 기여하지 못한 것으로 나타난다. 이는 제한된 표본 크기에서 무조건 인 

측변수 셋의 확장은 측성과 개선에 크게 기여하지 않음을 시사한다. 해당 결과는 한 

측 변수 후보가 많이 포함될수록 학습 모형의 측력이 좋아질 수 있으나, 그 과정에서 

표본의 수가 많이 탈락되는 경우에는 분석데이터에 측변수가 추가되는 것이 측 성과에 

도움이 되지 않을 가능성도 존재할 수 있다고 해석가능하다. 이를 통해 머신러닝을 이용한 

측 모형 설계 시 고차원 데이터 확보뿐만 아니라 데이터의 표본 수 확보도 요한 것으로 

추론 가능하다.

다음으로 <표 6>에서는 <표 5>와 동일한 분석을 측 성과 지표를 MAE 기 으로 

바꾸어 수행한 결과이다. 술한 바와 같이, MAE 기 으로 측 성과를 비교하는 경우에는 

오차의 정도에 따라 가 치를 부여하지 않기 때문에 RMSE를 기 으로 결정한 최  모형 

 최  라미터와 상이하게 나타날 수 있다.

<표 6>의 분석결과를 보면, D1부터 D5까지 모든 데이터셋에서 Elastic Net이 최  모형으로 

선택되었음을 알 수 있다. 측 변수가 가장 은 D1의 경우 =0.906인 모형이 가장 최 인 

것으로 추정되고, 이는 정규화 형태가 능형회귀 보다는 LASSO에 가깝다는 것을 의미한다. 

다만, 조율 라미터 가 상 으로 낮게 추정되어 변수 선택 기능이 크게 작용하지는 

않았다. D2의 경우 =0.083일 때가 가장 최 인 것으로 확인되는데, 이는 LASSO 보다는 

능형회귀와 가까운 정규화 형태일 때 가장 높은 측 성과를 보인다는 것을 의미한다. 

즉 모든 변수를 히 정규화하여 모형에 반 할 때 측성과가 가장 높을 수 있음을 

시사한다. 이때, 조율 라미터 가 상 으로 높게 추정되었다는 에서 계수에 한 

제약이 크게 발생하 을 것으로 단된다. D3와 D4, D5의 경우 =0.986, =0.938, =0.857가 

최  모형인 것으로 추정되어, Elastic Net  능형회귀와 유사한 특성을 보이는 모형이 

최  모형인 것으로 확인된다. 다만, MAE 기 의 측 성과 지표로 분석했을 경우 값이 

1에 가깝더라도 RMSE 기  분석결과에 비해 조율 라미터 가 높게 추정되고 있음을 

알 수 있다. 이는 MAE 기  분석에서 최  정규화 라미터가 더 크게 추정되어 RMSE 

기  모형 보다 많은 변수를 모형에 포함하고 있기는 하나 정규화 수 을 강화하면서 모형 

측력을 높이기 한 노력을 하고 있음을 의미한다. MAE 기  분석에서도 RMSE 분석과 

유사하게 D4를 활용한 측 성과가 가장 높음을 알 수 있다.

체 으로 볼 때, 분석 데이터를 어떻게 구성하고 어떤 측 성과 지표를 활용하느냐에 

따라 주어진 데이터에 가장 합한 측 모형이 달라질 수 있다. 이와 같은 차이는 각각의 
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데이터  측 성과 지표별로 측 모형에 포함된 변수 선택 결과로도 나타난다. 

MAE D1 D2 D3 D4 D5

OLS 82.88 65.57 59.34 61.51 58.03

Avg. of ML 82.91 65.25 58.61 60.21 58.09

Worst model =0 ols ols ols =0.004

Optimal  6.82 0.00 0.00 0.00 1.94

Best Model =0.906 =0.083 =0.986 =0.938 =0.857

Optimal  2.17 6.37 2.80 0.29 3.47

Test Set

(Best Model)
80.61 69.13 58.91 55.37 56.07

Obs. of Training Set 4078 3472 3472 2397 2397

Obs. of Validation Set 1360 1158 1158 799 799

Obs. of Test set 1359 1157 1157 799 799

<표 6> 모형 선택 결과  최  모형의 측 성과 (MAE 기 )

Best model은 1,001개의 머신러닝 모형과 OLS 모형의 검증데이터 측 성과  가장 작은 값을 가지는 경우를 의미한다.

 

<표 7>은 각각의 모형 별 선택되지 않은 변수에 한 결과이다. D1에서는 편을 제외한 

총 4개 변수를 활용하 고, D2에서는 18개, D3에서는 27개, D4에서는 34개 변수를 측변수의 

후보군으로 포함하 다. 마지막으로 D5는 측변수  신용스 드와 기업의 총자산  

부채비율 간의 교호항, 기 리와 기업의 총자산  부채비율간의 교호항 등 총 4개 변수를 

추가하여 38개 변수를 측 후보군으로 포함하 다. 

모형 미선택 변수

RMSE

D1 None

D2 KTB5, RfAmount, BondTV, StockTV

D3 KTB3, KTB5, KTB10, RfAmount, RfTV, KOSPI

D4 None

D5 CPI, UNE, KTB5, KTB10, RfAmount, RfTV, (BaseRate X Asset)

MAE

D1 None

D2 KTB3, BondTV, StockTV

D3
CI, IPI, CPI, PPI, UNE, KTB3, KTB5, KTB10, Default, RfAmount, BondTV, 

RfTV, Index1, KOSPI, VKOSPI

D4
CLI, IPI, CPI, PPI, UNE, KTB3, KTB5, KTB10, Default, RfAmount, BondTV, 

RfTV, Index1, Index2, KOSPI, StockTV, VKOSPI, CFO, OWN, Market, Listing

D5
IPI, CPI, PPI, UNE, KTB5, KTB10, Default, RfAmount, BondTV, RfTV, Index1, 

KOSPI, StockTV, Asset, LEV, CFO, Market, Listing, (BaseRate X LEV)

<표 7> 모형별 미선택 변수 

해당 표는 RMSE와 MAE를 기 으로 각각의 데이터셋별 선택되지 않은 변수이다.



232 財務管理硏究

RMSE를 기 으로 분석한 결과, 가장 낮은 측 성과를 보 던 D1과 가장 높은 측 

성과를 보 던 D4 데이터셋을 이용하여 측 모형을 분석한 경우 탈락되는 변수 없이 

모든 변수가 모형에 포함하 다. 이를 통해 측 변수의 셋이 어떻게 구성되느냐에 따라 

측 기여도가 높은 변수는 다르게 선택될 수 있음을 확인할 수 있다. D5에서 D4에 비해 

4개 변수가 더 추가되었는데, 이러한 변수가 데이터셋에 추가됨으로 인해서 다른 변수들까지 

모형에서 선택되지 않게 되었다. 이는 측변수 간 상 계를 고려하여 변수를 선택하는 

선형 기반의 Elastic Net 모형의 특징에 기인한 것으로 단된다. 반면, MAE 기 으로 

측 성과를 평가한 경우에는 RMSE 기  보다 더 많은 변수를 탈락시킨 것으로 확인된다. 

D2에서 3개, D3에서 총 15개 변수, D4에서 21개 변수, D5에서 19개를 모형에서 제외시켰다는 

에서 RMSE 기 보다 훨씬 은 측 변수를 활용하 음을 알 수 있다. 

2. 변수별 요도 평가 결과

본 에서는 측 모형별로 측 변수가 회사채 발행 리 측에 어느 정도 기여를 했는지를 

분석한다. 측 변수의 요도는 표 화 계수의 값을 통해 산정하 다. 

우선, <표 8>은 RMSE 기 으로 선정된 각각의 데이터셋별 최  측 모형에서의 측 

변수와 요도를 요도 순으로 정렬한 결과이다. 요도가 0의 값을 갖는 경우는 해당 

모형에서 그 변수가 선택되지 않았음을 의미한다. 즉, 발행 리 측에 어떠한 기여도 

없었음을 의미한다. 

<표 8>에서 확인되는 바와 같이 D1과 D4를 제외하고는 부분의 모형에서 일부 변수를 

측 모형에 포함하지 않았다. 분석 결과를 보면, 회사채 요인 에서는 모든 모형에서 

신용등 (Credit)이 가장 요한 측 변수인 것으로 확인된다. 다음으로 채권  주식시장 

요인 변수 에서는 신용스 드(CreSpread), KRX 채권지수(총수익)(Index2), 국고채 

1년물 리(KTB1), KRX 채권지수(시장가격)(Index1) 등의 요도가 높게 나타난다. 

그리고 거시변수가 추가되는 경우에도 신용스 드(CreSpread)는 측 요도가 높은 

변수로 확인된다. 다음으로 장단기 리차(INTSP), 기 리(BaseRate)  분기별 

GDP(GDP)와 같은 거시요인 변수의 측 기여도가 높은 것으로 나타난다. 

D4에서 회사채 발행기업의 재무  특성과 같은 기업요인을 추가하는 경우에도 요도 

상  변수는 신용등 (Credit), 신용스 드(CreSpread), 장단기 리차(INTSP), 기 리

(BaseRate), 분기별 GDP(GDP), 국고채 1년물 리(KTB1) 순으로 나타난다. 따라서 D3 

모형과 유사한 결과를 보 고, 기업특성 요인은 상 으로 낮은 요도를 보 다. 기업 

요인 에서는 총자산(Assets)의 요도가 가장 높으며, 다음으로 부채비율(LEV), 
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D1 D2 D3 D4 D5

변수 요도 변수 요도 변수 요도 변수 요도 변수 요도

Credit 0.439 Credit 0.604 Credit 0.578 Credit 0.570 Credit 0.597

Guarantee 0.131 CreSpread 0.359 CreSpread 0.344 CreSpread 0.306 CreSpread X LEV 0.430

Maturity 0.112 Index2 0.199 INTSP 0.260 INTSP 0.289 LEV 0.360

Amount 0.008 KTB1 0.168 BaseRate 0.260 BaseRate 0.225 INTSP 0.287

편 0 Guarantee 0.158 GDP 0.119 GDP 0.168 GDP 0.181

Index1 0.151 KTB1 0.118 KTB1 0.129 BaseRate X LEV 0.179

KTB10 0.136 Guarantee 0.107 Assets 0.118 Assets 0.121

Maturity 0.074 Amount 0.038 Guarantee 0.117 KTB1 0.110

KOSPI 0.049 Index1 0.037 Amount 0.074 Guarantee 0.109

Amount 0.033 CI 0.033 LEV 0.073 BaseRate 0.094

RfTV 0.022 Index2 0.032 ROA 0.049 Amount 0.084

Default 0.018 StockTV 0.020 CLI 0.045 CreSpread 0.052

KTB3 0.011 BondTV 0.019 Index2 0.040 ROA 0.050

VKOSPI 0.010 Default 0.011 Index1 0.040 Maturity 0.038

편 0 Maturity 0.009 Maturity 0.039 CLI 0.036

KTB5 0 CLI 0.005 BondTV 0.033 Index2 0.033

RfAmount 0 CPI 0.005 RfTV 0.032 VKOSPI 0.019

BondTV 0 PPI 0.005 OWN 0.024 Listing 0.017

StockTV 0 IPI 0.003 CI 0.022 Index1 0.011

UNE 0.003 IPI 0.021 KTB3 0.009

VKOSPI 0.001 CPI 0.016 IPI 0.008

편 0 Default 0.013 PPI 0.007

KTB3 0 KTB10 0.012 CredSpread X Asset 0.005

KTB5 0 KTB5 0.012 BondTV 0.004

KTB10 0 VKOSPI 0.011 Market 0.004

RfAmount 0 PPI 0.009 OWN 0.003

RfTV 0 Market 0.009 KOSPI 0.003

KOSPI 0 KTB3 0.007 CI 0.002

KOSPI 0.006 StockTV 0.002

RfAmount 0.006 Default 0.001

StockTV 0.003 CFO 0.000

Listing 0.003 편 0

UNE 0.002 CPI 0

CFO 0.000 UNE 0

편 0 KTB5 0

KTB10 0

RfAmount 0

RfTV 0

BaseRate X Asset 0

<표 8> 모형별 측변수 요도(RMSE 기 )

요도는 표 화 계수의 값을 이용하여 추정하 다. 모형에서 측에 요하지 않은 것으로 단되어 요도가 0 

혹은 0에 근사한 값으로 추정된 변수의 경우 음 표기하 다. 편의 표 화 계수는 0이므로, 요도 한 0으로 나타난다. 

편 아래에 치한 변수들은 모형에서 선택되지 않은 것을 의미한다.
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총자산수익률(ROA) 등이 요한 것으로 나타난다. 다만, 기업 요인의 요도는 채권 고유 

요인(보증채 여부, 발행 액, 만기 등)에 비해서 월등히 높은 요도를 가진다고 보기에는 

한계가 있다.

마지막으로 시장 상황과 기업의 특수한 상황의 교호항을 추가한 D5의 경우 기존의 

신용스 드(CreSpread)와 기 리(BaseRate)의 요도는 상 으로 어들고, 신용

스 드와 기업의 부채비율의 교호항(CreSpread X LEV)과 기 리와 기업의 부채비율의 

교호항(CreSpread X LEV)의 요도가 높게 나타난다. 한, 기업의 부채비율(LEV)도 다른 

데이터셋을 분석했을 때에 비해 높은 측 기여도를 보여 다. 이를 통해 회사채 발행 리 

측에 신용스 드와 기 리와 같은 시장 상황  거시경제  상황이 요한 역할을 

하지만 이는 회사채 발행 기업의 부채비율과 한 계가 있음을 시사한다. 

<표 9>는 MAE 기 으로 선정한 최  측 모형에서 각 변수의 요도를 보여 다.

요도 분석 결과를 보면, 모든 모형에서 신용등 (Credit)이 가장 요한 측 변수인 

것으로 확인된다. 다음으로 채권  주식시장 요인 변수 에서는 신용스 드(CreSpread), 

국고채 1년물 리(KTB1), KRX 채권지수(총수익, 시장가격)(Index2, Index1) 등의 요도가 

높게 나타난다.

거시변수가 추가되는 경우, 신용스 드(CreSpread) 다음으로 장단기 리차(INTSP)가 

요한 측변수로 나타난다. 한, 채권  주식시장 요인에 앞서 기 리(BaseRate) 

 분기별 GDP(GDP)와 같은 거시요인의 측 기여도가 더 높은 것으로 확인된다. 기업요인을 

추가하 을 경우 요도 상  변수에는 크게 변화가 없으나, 기업 요인 에서는 부채비율

(LEV), 총자산수익률(ROA), 총자산(Assets) 순으로 측성과에 기여하고 있음이 확인된다.

마지막으로 시장 련 변수와 기업 특성 변수의 교호항을 추가한 경우, 앞서 RMSE 

기  분석과 동일하게 신용스 드(CreSpread)와 기 리(BaseRate)의 요도는 상

으로 낮아지고 교호항이 측 기여도가 높은 것으로 나타난다. 특히 MAE 기 에서는 기업의 

총자산(Asset)과 신용스 드(CreSpread)  기 리(BaseRate) 간의 교호항 그리고 

기업의 부채비율(LEV)와 신용스 드(CreSpread) 간의 교호항이 측 성과를 높이는 

데 많은 기여를 하고 있는 것으로 확인된다.

앞서 설명한 바와 같이, MAE 기  모형의 경우 D3, D4, D5에서 상당히 많은 변수를 

발행 리 측에 요치 않다고 단하여 모형에서 제외하 다. 제외된 변수는 주식  

채권시장과 거시경제 련 변수가 많았다. 이를 통해 채권과 기업의 특성, 그리고 시장 

상황과 기업의 특성 간의 상호작용 등을 고려하여 모형을 구성하는 경우 기타 시장 변수는 

기업의 회사채 발행 리에 큰 향을 주지 못함이 확인된다. 
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D1 D2 D3 D4 D5

변수 요도 변수 요도 변수 요도 변수 요도 변수 요도

Credit 0.465 Credit 0.555 Credit 0.571 Credit 0.528 Credit 0.560

Maturity 0.106 CreSpread 0.332 CreSpread 0.279 CreSpread 0.307 INTSP 0.243

Guarantee 0.096 KTB1 0.208 INTSP 0.255 INTSP 0.257 CredSpread X Asset 0.190

Amount 0.022 Guarantee 0.152 BaseRate 0.203 BaseRate 0.220 BaseRate X Asset 0.139

편 0 Index2 0.141 GDP 0.139 KTB1 0.136 GDP 0.128

Index1 0.119 Guarantee 0.106 GDP 0.132 CreSpread X LEV 0.102

Maturity 0.085 KTB1 0.095 Guarantee 0.069 KTB1 0.093

KTB10 0.081 Amount 0.022 LEV 0.058 Guarantee 0.082

Amount 0.067 Maturity 0.018 ROA 0.057 CreSpread 0.080

KOSPI 0.049 CLI 0.004 Maturity 0.046 BaseRate 0.063

KTB5 0.023 Index2 0.000 Amount 0.042 ROA 0.049

RfTV 0.023 StockTV 0.000 Asset 0.027 Amount 0.045

Default 0.021 편 0 CI 0.015 Maturity 0.029

RfAmount 0.008 CI 0 편 0 VKOSPI 0.018

VKOSPI 0.004 IPI 0 CLI 0 Index2 0.015

편 0 CPI 0 IPI 0 KTB3 0.009

KTB3 0 PPI 0 CPI 0 CI 0.004

BondTV 0 UNE 0 PPI 0 OWN 0.004

StockTV 0 KTB3 0 UNE 0 CLI 0.000

KTB5 0 KTB3 0 편 0

KTB10 0 KTB5 0 IPI 0

Default 0 KTB10 0 CPI 0

RfAmount 0 Default 0 PPI 0

BondTV 0 RfAmount 0 UNE 0

RfTV 0 BondTV 0 KTB5 0

Index1 0 RfTV 0 KTB10 0

KOSPI 0 Index1 0 Default 0

VKOSPI 0 Index2 0 RfAmount 0

KOSPI 0 BondTV 0

StockTV 0 RfTV 0

VKOSPI 0 Index1 0

CFO 0 KOSPI 0

OWN 0 StockTV 0

Market 0 Asset 0

Listing 0 LEV 0

CFO 0

Market 0

Listing 0

BaseRate X LEV 0

<표 9> 모형별 측변수 요도(MAE 기 )

요도는 표 화 계수의 값을 이용하여 추정하 다. 모형에서 측에 요하지 않은 것으로 단되어 요도가 0 

혹은 0에 근사한 값으로 추정된 변수의 경우 음 표기하 다. 편의 표 화계수는 0이므로, 요도 한 0으로 나타난다. 

편 아래에 치한 변수들은 모형에서 선택되지 않았다. 
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3. ESG 채권 발행 리 측 결과

본 에서는 2 에서 분석한 회사채 발행 리 측 모형을 이용하여 측용 외표본인 

2019년 9월 이후 발행된 127건의 ESG 채권 데이터에 용하여 분석한다. 즉, 본 에서는 

일반 인 회사채 발행 리 데이터를 토 로 만들어진 측 모형을 바탕으로 ESG 채권의 

발행 리를 측하는 경우, 측  유용성이 존재한 수 있는지에 해 추가 으로 분석한다.

이를 해 분석에 활용된 5개의 데이터셋과 2개의 측 지표에 해 총 10개 모형의 

127개 ESG 채권 발행 리에 한 측 결과를 비교한다. 다만, D4와 D5의 경우 결측치가 

있는 변수가 존재함에 따라 총 84건의 ESG 채권 데이터에 한 측치만을 추정할 수 

있었으며, <표 10>은 모형별 ESG 채권 발행 리 측 결과이다. 각 데이터셋과 측성과 

지표별 최  모형(Best Model)과 조율 라미터()를 통해 측 변수와 그 계수를 추정하고, 

이를 통해 ESG 채권의 발행 리를 측하 다. 

RMSE 기 으로 볼 때, 이 의 평가데이터 분석결과와는 상이하게 D3 데이터셋 기반의 

측 모형이 측 성과가 가장 높은 것으로 나타난다. MAE 기 의 경우에도 동일하게 

D3 데이터셋 기반의 측 모형의 성과가 가장 높은 것이 확인된다. 

D1 D2 D3 D4 D5

RMSE

Best Model =1 =0.997 =0.975 =0.002 =0.878

Optimal  1.57 0.58 0.89 3.72 0.50

OOP Test Set

Performance
36.89 59.43 42.78 46.92 47.00

Obs. of OOP Test Set 127 127 127 84 84

MAE

Best Model =0.906 =0.083 =0.986 =0.938 =0.857

Optimal  2.17 6.37 2.80 0.29 3.47

OOP Test Set

Performance
28.37 48.32 34.49 35.88 38.68

Obs. of OOP Test Set 127 127 127 84 84

<표 10> 모형별 ESG 채권 발행 리 측 성과

OOP Test Set은 out-of-sample prediction test set을 의미한다.

데이터셋과 측 성과 지표가 달라짐에 따라 ESG 채권 발행 리 스 드 측 결과가 

달라진다. 따라서 어떤 방식이 가장 합한 것인가에 한 명확한 결과를 도출하는데 한계가 

있다. 이에 [그림 1]과 같이 가장 측 성과가 높은 2개의 데이터셋 D3와 D4에 하여 

각 측 성과 지표에 따른 발행 리 스 드 측 결과를 시각화하여 살펴보았다. 2개의 

데이터셋에서 모두 측된 발행 리 스 드 값이 있는 데이터에 한정하여 그래 로 
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나타내었기 때문에 [그림 1]에서는 총 84개의 ESG 채권에 한 실제 발행 리와 4개의 

측 값만 확인할 수 있다. 

[그림 1]을 보면, 4개 모형을 통해 추정된 측값이 크게 상이하지 않고 부분 유사하게 

나타남을 확인해 볼 수 있다. 이를 통해 본 연구에서 일반 회사채를 기반으로 학습한 채권 

발행 리 측 모형이 ESG 채권 발행 리 측에도 충분히 용될 수 있음을 추론해 볼 

수 있다. 그러나, 일부 극단 으로 높거나 낮은 발행 리 스 드를 보이는 ESG 채권의 

경우 측치 간의 차이가 발생하는 것으로 나타난다.

ESG 채권의 발행 리가 평균 인 트 드에 비해 큰 차이가 발생하는 경우에는 MAE 

기 ([그림 1]의 선 참조)을 용하기 보다는 RMSE 기 ([그림 1]의 실선 참조)으로 

모형을 선택하고 측하는 것이 실제 값과의 차이를 더 이는 것으로 나타난다. 이를 

통해 변동 폭이 클 것으로 상되는 지표를 측하는 경우에는 RMSE를 기 으로 모형을 

설정하는 것이 더욱 바람직할 수 있음을 추론해 볼 수 있다. 특히, 채권 발행 리와 같이 

융시장에서의 변동성이 크며 미세한 오차가 투자자와 발행자에게 큰 손실을 야기할 수 

있는 경우에는 오차의 크기가 클수록 더 많은 패 티가 용되는 RMSE 기 으로 측 

모형을 설정하는 것이 바람직할 수 있음을 본 연구의 분석결과로 확인해 볼 수 있다. 

[그림 1] 모형 별 ESG 채권 발행 리 측 성과 비교

Actual은 ESG 채권의 실제 발행 리 스 드(bp)이며, 그 외 각각의 선 그래 는 모형별로 추정된 ESG 채권의 발행 리 

스 드(bp) 측값이다. 가로축은 84개 ESG 채권을 발행년월 순으로 정렬하여 붙인 채권의 번호를 의미한다.

Ⅴ. 결  론

최근 재무․ 융 분야의 다양한 연구에서 기업의 주가 측이나 부도 측 등에 기계학습을 

알고리즘을 이용하여 포 인 분석이 이루어지고 있으며, 측에 있어 통 인 회귀모형
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보다 머신러닝 기법이 더욱 유용하다는 결과가 제시되고 있다. 이에 본 연구는 국내의 

채권시장을 상으로 통 인 선형회귀모형과 머신러닝 알고리즘을 이용하여 회사채 

발행 리 측력을 상호 비교․분석하 다.

분석을 한 머신러닝 알고리즘은 선형기반의 LASSO, Ridge  Elastic net의 3가지 

기법을 활용하 다. 한, 회사채 발행 리 측을 한 변수는 회사채 발행 특성, 거시경제  

요인, 채권  주식시장 변수, 채권 발행기업의 재무정보 등을 종합 으로 고려하 다.

본 연구의 주요 분석결과는 다음과 같다. 첫째, 데이터셋의 구성에 따라 회사채 발행 리 

측 모델의 성능이 달라짐을 확인하 다. 특히, 회사채 발행 리 측에 있어 발행 특성 

이외에도 채권  주식시장, 거시경제 상황, 기업 재무 변수 등 다양한 변수들의 정보가 

요하게 작용하며, 통 인 선형회귀모형보다는 머신러닝 알고리즘을 활용하는 것이 

측 성과를 향상시킬 수 있음을 실증 으로 확인하 다. 둘째, 최 의 측 모형은 모델의 

형태나 변수의 개수 그리고 표본의 크기 등에 따라 다양하게 나타남을 알 수 있었다. 특히, 

신용등 과 신용스 드, 장단기 리차 등은 공통 으로 회사채 발행 리 측에 유의미한 

변수로 확인되나, 일부 변수는 모델에 따라서 측 요도가 낮거나 유의미하지 않은 것으로 

나타났다. 한, 신용스 드 기 리 등과 같이 측에 요하게 고려되던 시장 변수는 

기업의 총자산 혹은 부채비율과 같이 기업의  시 의 재무상태를 나타낼 수 있는 변수와 

상호작용하는 경우 측 기여도가 더 높아지는 것으로 확인되었다. 셋째, 회사채 발행 리 

데이터 기반의 모델의 경우 ESG 채권의 발행 리 측에도 유용하게 사용될 수 있음이 

확인되었다. 한, 신규 채권에 한 발행 리 측에는 RMSE 기 으로 모델을 선택하는 

것이 MAE 기 보다 더 한 것으로 나타났다. 다만, 데이터 수의 부족으로 인해 측 

지표에 따른 측 성과의 차이를 통계  검증 모형으로 분석하지 못하 다. 향후 표본 

수가 충분히 확보된다면 RMSE, MAE 등 측 성과 지표 간 측력 차이를 통계  유의성을 

고려하여 설명할 수 있는 알고리즘을 개발하고 연구를 확장할 가능성이 존재함을 확인하 다.

체 으로 회사채 발행 리 측 모형에 있어 데이터 기반의 모델 선택과 최  라미터 

설정이 요한 사항인 것으로 단된다. 한편, 본 연구에서 확인되는 바와 같이 데이터, 

모형, 측 성과 지표 등 측 알고리즘 개발에 필수 인 요소를 바꿔가며 측 성과를 

비교한 결과 회사채 발행 리 측을 한 최  모형은 다양한 데이터셋 구성과 모형 선택에 

따라 달라지는 것이 확인된다. 따라서 회사채 발행 리 측에 있어 데이터의 종류와 구성 

그리고 측 모형의 유형을 신 하게 선택하는 요한 사항인 것으로 추론해 볼 수 있다.

추가 으로 본 연구의 결과는 머신러닝 알고리즘을 활용한 모형이 통 인 선형회귀

모형보다 회사채 발행 리 측 성과가 우수함을 실제 데이터를 통해 확인하 다. 이는 
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기존의 측 모델에 새로운 시각을 제공할 수 있으며, 재무 융 분야에서 머신러닝 기법이 

유용하게 활용될 수 있음을 시사한다. 즉, 머신러닝 기법을 이용한 추정 모형은 투자자 

측면에서 한 채권 발행 리를 측하고 합리 인 투자의사 결정을 내리는 데에 유용한 

정보를 제공할 수 있을 것으로 사료된다. 한, 회사채 발행기업 입장에서도 타당한 

자본조달비용을 결정하는 참고가 될 수 있을 것으로 기 된다.

다만, 본 연구는 선형모형을 심으로 측 모형을 설정하고 있어 변수 간 비선형 계에 

해서 제한 인 수 에서 반 할 수밖에 없었다는 한계 이 존재한다. 추후 회사채  

ESG 채권에 한 추가 인 자료가 확보되고 비선형 계를 고려한 측 모형 추정에 충분한 

표본 수가 확보된다면, 다양한 머신러닝 알고리즘을 용하고 비교하는 연구를 진행할 

수 있을 것이라 기 한다.
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<Abstract>

This study analyzes the corporate bond yield spread predictability with machine learning methods 

(LASSO, Ridge, Elastic net). We consider comprehensive input variables such as bond characteristics, 

macroeconomic factors, bond and stock market, and financial factors of issuers. The major empirical 

findings are as follows. First, we find that credit ratings, credit spreads, interest rate spread, base 

rate, and GDP are critical factors in corporate bond yield spreads. In addition, the optimal prediction 

method varies depending on the model type, the number of variables, and the sample size. Second, 

we find that the predictive model with the general corporate bond yield spreads could be helpful 

in predicting ESG bond initial yield rates.

Overall, our findings show that machine learning for predicting corporate bond yield spread is 

more valuable than the traditional OLS method. Our evidence provides a new perspective in determining 

corporate bond rates and practical implications for improving useful information to the bond issuer 

or investors.
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